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@ Let’s Think

"in 2012, un Al a recunoscut o pisicd.
Fara sa stie ce este o pisica.
Azi, Al-ul poate ajuta la diagnosticarea cancerului.
Ce s-a intadmplatintre timp?"
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Ce seintampla ACUM in Al medical?

Noutate 2025-2026 De ce e relevant pentru tine

Studiul MASAI (The Lancet, 2025): Al detectat cu acuratete superioara
radiologilor in screening mamografic — cu 25% mai multe cancere interval Tu vei fi inginerul care valideaza sau construieste astfel de sisteme
depistate decat metodele standard

Modelul CHIEF (Harvard Medical School): ~94% acuratete in detectia cancerului | Performanta nu inseamna nimic fara validare clinica — tu trebuie sa stii ce
pe 15 tipuri, pe 11.000+ cazuri. Depaseste alte modele Al cu pana la 36% intrebari sa pui

Piata globala Al in sanatate: 26,6 miliarde USD in 2024, estimat 187 miliarde USD  Exista locuri de munca, startup-uri si proiecte de cercetare care asteapta
in 2030 (CAGR ~38,5%). Romania isi aliniaza ecosistemul la EU Al Act (2024/1689) ingineri cu aceasta competenta

Prof. Valmed — primul asistent Al certificat in Europa sa ajute medicii la Reglementarea europeana prinde contur: Al Act + MDR definesc cadrul in care
diagnostic si tratament (2025) vei lucra

86% din organizatiile medicale din lume folosesc deja Al in fluxuri de lucru reale  Nu este o tehnologie a viitorului — este o realitate curenta la care trebuie sa te
(StartUs Insights, 2025) pregatesti
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Analogii: Al prin experienta umana

Al invata din exemple
"Al can be compared to a child learning from experience.
It does not follow fixed rules.
It learns patterns from data."

Machine Learning

Ca un copil care invata sa recunoasca animale — nu dupa un
manual, ci din mii de exemple. Vede caini, pisici, cai si
construieste treptat un model intern al fiecaruia.

Bias

Ca o educatie gresita. Daca un copil este invatat ca un anumit
grup de oameni se comportad intotdeauna intr-un anumit fel,
dezvolta prejudecati. Al antrenat pe date distorsionate
dezvolta acelasi tip de eroare sistematica.

Neural Network

Ca o echipa de oameni care voteaza o decizie. Fiecare
persoana (neuron) are o perspectiva partiald. Decizia finald
rezulta din votul colectiv, ponderat in functie de istoricul
fiecaruia.

Dataset

Ca experienta de viata. Cu cat experientele sunt mai bogate,
mai diverse si mai corecte, cu atdt judecata devine mai buna.
Un copil crescut in izolare va avea puncte oarbe — la fel si un
Al antrenat pe date limitate.

Overfitting

Ca un elev care memoreaza doar exercitiile din culegere. la
nota maxima la simulare, dar pica la examenul real. Modelul a
memorat, nu a invatat.

Deep Learning

Ca o echipad organizata pe straturi. RGndul din fata detecteaza
trasaturi simple (contururi, texturi). Transmite mai departe, iar
randul urmdtor detecteaza tipare. La final, echipa recunoaste
fete, voci, tumori.
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Activitate: Joaca rolul unui model Al

Obiectiv: Experimentati direct cum ia Al decizii — si simtiti limitele sale.

Instructiuni:

1. Fiecare student primeste un card cu un set limitat de date (ex: varsta, rezultat analiza,
simptome).

2. Studentul trebuie sa ia o decizie bazat EXCLUSIV pe datele de pe card — fara asumptii, fara
intuitie.

3. Se dezvaluie «rezultatul real» — a fost suficienta informatia pentru o decizie corecta?
Debrief questions:

Ce lipsea de pe cardul tau?

I La ce asumptii ai fost tentat(a) sa recurgi?

' Cum schimba asta perspectiva ta asupra diagnosticului asistat de Al?
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Cazul de deschidere: Spitalul X

Case Scenario

Spitalul X implementeaza un sistem Al pentru suport decizional clinic.

Medicii vor vedea recomandarile generate de Al alaturi de dosarul pacientului.

Sistemul a fost antrenat pe 500.000 de cazuri din trei spitale mari.

A fost validat pe date interne cu 87% acuratete pentru conditia tinta.

Ce ar trebui sa stim despre acest Al?
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Ethical Teaser: The Moral Machine Experiment

Background

In 2014, cercetdtorii de la MIT Media Lab au conceput experimentul Moral
Machine —

o platformad gamificata care a colectat deciziile publicului despre cum ar
trebui

masinile autonome sa prioritizeze vieti in variante ale dilemei
«tramvaiului».

Datele au revelat ceva surprinzator: prioritatile etice difera semnificativ
intre culturi, grupe de varsta si profesii.

Aceeasi situatie. Decizii foarte diferite.

Discussion Prompt

«Daca un sistem Al este antrenat pe deciziile luate de o anumita cultura sau un anumit spital,
ar trebui implementat intr-un alt context fara adaptare?»

Tineti aceasta intrebare in minte. Ne vom intoarce la ea in Modulul 3 (Etica si Bias).
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Modulul 1: Concepte Fundamentale Al in Sanatate

1.Definirea Al, ML, Deep Learning si Generative Al — si distingerea
dintre ele
2.Intelegerea modului in care sistemele Al invata din date
... Al s 3.ldentificarea tipurilor de date utilizate in Al medical
Obiective de invatare : L : L :
’ 4.Recunoasterea rolului profesionistului medical in fluxurile i-
EE————

asistate de Al
‘x ;|
S\ —

5.Evaluarea critica a aplicatiilor Al reale din domeniul sanatatii
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Modulul 1: Concepte Fundamentale Al in Sanatate

1.1 Definirea Inteligentei Artificiale

Inteligenta Artificiala nu este un singur lucru — ci o familie de abordari care permit calculatoarelor sa realizeze
sarcini ce necesita in mod normal inteligenta umana: recunoasterea tiparelor, realizarea de predictii, generarea
de limbaj si sprijinirea deciziilor.

INTELIGENTA ARTIFICIALA — sisteme care simuleaza inteligenta umana

MACHINE LEARNING — un subset al Al —invatat din date

DEEP LEARNING — un subset al ML — retele neuronale multi-strat

GENERATIVE Al — un subset al DL — creeaza continut nou

Masini care simuleaza inteligenta umana
pentru a rezolva sarcini

Inteligenta Artificiala

Al care invata tipare din date —fara afi

Machine L : ..
acnine Learning programat explicit

ML ce foloseste retele neuronale multi-strat

Deep Learnin : -
P & pentru date complexe (imagini, text, semnale)

Modele Deep Learning care genereaza

Generative Al ) ) .. ) .
continut nou: text, imagini, date sintetice
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Modulul 1: Concepte Fundamentale Al in Sanatate

1.2 Cum Iinvata Sistemele Al

Al nu urmeaza reguli pre-scrise. invata din exemple. Intelegerea acestui proces este esentiald pentru a intelege atat puterea, cat si limitele sale.

Procesul de invatare
(Supervised Learning = cel mai frecvent in sanatate) Concepte cheie

e Training data — the examples the model learns

Ce se intampla Exemplu medical from. Garbage in, garbage out.

o Labels — the correct answers in supervised
learning (e.g., "malignant” / "benign")

¢ Model — the mathematical function that maps
inputs to outputs after training

e Overfitting — when the model memorizes training
data and fails on new cases

¢ Underfitting — when the model is too simple to
capture important patterns

o Validation set — data held back from training,
used to tune the model

o Test set — data held back entirely, used only once
to report final performance

10.000 radiografii
1 Colectare date etichetate toracice, fiecare

etichetata: «pneumonie»

Algoritmul ajusteaza
2 Antrenarea modelului parametrii interni pentru

a minimiza erorile de
Test pe radiografii

3 Validarea performam,:ei nevazute — se masoara
acuratete, sensibilitate,

Sistemul asista radiologii
— performanta este
urmarita in timp

Implementare si
monitorizare
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Modulul 1: Concepte Fundamentale Al in Sanatate
1.3 Tipuri de Date in Al Medical

Tip de date

Clinic / structurat

Imagistica medicala

Text liber (EHR)

Genomic / molecular

Wearable / senzori

Valori de laborator,
semne vitale,
medicamente,
diagnostice (coduri
ICD)

Radiografie, CT, RMN,
ecografie, lame de
histopatologie

Note clinice, scrisori de
externare, rapoarte de
radiologie

Secvente ADN, paneluri
de biomarkeri, date
omics

ECG, Sp02, glucoza
continua, date de
activitate

Valori lipsa, codificare
inconsistenta intre
spitale

Fisiere mari, necesita
adnotare de experti

Abrevieri, greseli de
scriere, ambiguitate,
variabilitate lingvistica

Dimensionalitate Tnalta,
boli rare,
interpretabilitate
redusa

Zgomot de semnal,
variabilitate intre
dispozitive, date lipsa

De ce conteaza calitatea datelor in sanatate

Un sistem Al este la fel de bun ca datele pe care a fost antrenat.

In s&natate, calitatea slab& a datelor nu este doar o problema tehnica — este o
problema de siguranta a pacientului.

Probleme frecvente de calitate a datelor:

- Inregistrari incomplete (diagnostice lips3, valori de laborator abandonate)

* Bias de populatie (antrenat predominant pe un grup demografic)

» Deriva temporala (populatiile de pacienti se schimba in timp)

« Zgomot in etichete (expertii nu sunt de acord in 10-20% din cazuri)

De aceeaq, curatarea datelor, guvernanta si documentatia sunt la fel de importante
ca algoritmul.
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Modulul 1: Concepte Fundamentale Al in Sanatate

1.4 Cum Functioneaza Sistemele Al in Sanatate — Nivel Conceptual

Etapa

Definirea problemei

Colectarea datelor

Preprocesarea datelor

Antrenarea modelului

Evaluarea modelului

Implementare

Monitorizare

Descriere si intrebari cheie

Ce problema clinica rezolvam? Pentru cine? Cum arata succesul?

De unde provin datele? Sunt reprezentative? Au fost consimtite?

Cum sunt tratate valorile lipsa? Cum sunt normalizate imaginile? Ce biasuri pot fi introduse?

Ce algoritm se foloseste? Care sunt seturile de antrenament si validare?

Ce metrici s-au folosit? Acuratete? Sensibilitate? AUC? Pe ce populatie?

Cum este Al integrat in fluxul clinic? Cine vede outputul?

Performanta este urmarita in timp? Ce se intampla cand modelul degradeaza?
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Modulul 1: Concepte Fundamentale Al in Sanatate

1.5 Particularitatile Sanatatii ca Domeniu Al

Ce face Al medical mai dificil De ce conteaza

. : o : .. Cerintele de robustete si siguranta sunt mai ridicate decat

Mize ridicate: erorile pot rani sau ucide pacienti . .. L ’
In majoritatea domeniilor

: Al ca dispozitiv medical necesita validare clinica si

Cadru de reglementare: Marcaj CE, FDA 510(k), MDR P . ’
aprobare regulatorie

: : : L Modelele pot suprainvata sau esua la generalizare in alte

Scarcitate de date: boli rare, seturi de date mici si adnotate sofile P & ’ ’ &

. I : L Un model antrenat intr-un spital poate performa slab in
Distribution shift: fiecare spital are propriile tipare It P &

altul
Cerinte de interpretabilitate: clinicienii trebuie sa aiba Modelele black-box sunt adesea insuficiente;
incredere explicabilitatea conteaza
Complexitate multimodala: imagini + date clinice + text Integrarea este dificila atat tehnic, cat si organizational
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Modulul 1: Concepte Fundamentale Al in Sanatate

1.6 Evaluarea Performantei Al

Metrica

Acuratete

Sensibilitate (Recall)

Specificitate

AUC-ROC

F1 Score

Ce masoara

% din toate predictiile care
sunt corecte

% din cazurile pozitive reale
detectate corect

% din cazurile negative reale
excluse corect

Capacitatea globala de
discriminare a modelului

Media armonica a preciziei Si
recall-ului

Exemplu medical

95% din radiografii clasificate
corect

Cate cancere reale a prins Al?

De cate ori a spus corect «nu
cancer»?

Mai aproape de 1,0 =
separare mai buna a claselor

Util cand clasele sunt
dezechilibrate

Capcana celor 95% acuratete

Imaginati-va un set de date in care 95% din
pacienti NU au o anumita conditie.

Un Al care prezice intotdeauna «fara
conditie» obtine 95% acuratete.

Dar nu prinde NICIUN caz real.

De aceea acuratetea singura nu este
suficienta in sanatate.

Intotdeauna intrebati: Care este
sensibilitatea? Care este rata fals negativa?

Ce seintampla cu pacientii pe care Al i
rateaza?
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Modulul 1: Concepte Fundamentale Al in Sanatate

1.7 Rolul Profesionistului Medical in Sistemele Al

Al decide Sl actioneaza fara Al recomanda — omul decide si
interventie umana actioneaza

Exemplu: Al marcheaza o leziune
suspecta pe CT — radiologul
confirma

Exemplu: alerta automata de
tensiune arteriala

Pastreaza judecata clinica, adauga

Eficienta ridicata, flexibilitate redusa »
’ suport cognitiv

Potrivit pentru sarcini cu risc scazut, Necesar pentru decizii diagnostice si
bine definite terapeutice

Distinctia cheie pentru inginerii biomedicali:
» Automatizarea inlocuieste o actiune umana intr-o sarcina definita, cu risc redus.
* Asistarea sprijina decizia umana in situatii complexe, cu mize ridicate.
 Decizia complet autonoma a Al (fara supraveghere umana) este rar adecvata in clinica
si adesea ilegala conform regulamentelor UE.
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Modulul 1: Concepte Fundamentale Al in Sanatate

1.8 Aplicatii Reale Al in Sanatate
lr 4 | ‘k‘ l

m Ce face Al Exemplu real Tip Al

XVision / Rayscape
— utilizat de Regina  Deep Learning

. . Detecteaza anomalii
Radiologie

e Rx, CT, RMN ) A
P T Maria, Romania
Analizeaza lame Paige Al — aprobat
Anatomopatologie tisulare pentru FDA pentru cancerul Deep Learning
markeri de cancer de prostata
Extrage informatii ~ Nabla, Suki—
Rezumare EHR cheie din note AT o5 PEUEY Gema) § NP
medicala
Prezice riscul de Epic Sepsis Model —
Predictie sepsis sepsis din semne larg implementatin | Machine Learning
. I. vitale si analize SUA
— Detecteaza cancere StUdiul MASAI )
o ragfic suplimentare fata ~ (Lancet2025):425%  peep | earning
g de radiologi cancere interval
detectate
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Modulul 1: Concepte Fundamentale Al in Sanatate

Mini studiu de caz: Evaluarea unui sistem Al in sanatate

Lucrati in grupuri de 3—4. Aveti 15 minute

Scenario: Scenariu: Un spital ia in considerare implementarea unui
instrument Al care analizeaza

radiografii toracice si marcheaza posibilele cazuri de pneumonie
pentru revizia radiologului.

Furnizorul afirma 92% acuratete pe setul sau de date de validare.

Sarcinile voastre:

1. Listati 5 intrebari pe care le-ati adresa furnizorului inainte de
aprobare.

2. Ceingrijorari privind calitatea datelor ati ridica?
3. Cum ar trebui prezentat outputul Al radiologului?

4. Ce inseamna «human in the loop» in acest caz specific?
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Deep Q-Network

Q-Learning Linear i
Genfaric (DQN) Naive Bayes Logistic Regression Regression I;Zlg):":;?;il
algorithm
( REINFORCEM ENT) . @assiﬁcati@ . Gegressi@
Transformers Generative Adversarial LEARNING - .
SARGA ecision Trees,\/Rldge/Lasso
P S Networks (GAN) A3C Regression
GPT BERT 6upervise9
LSTM /
Lsm%gfvzrof_zz '(\'Rel\‘ljlif)‘l NEURAL NETS /" MACHINE /~  CLASSICAL
GRU AND DEEP LEARNING / \_ LEARNING / \_ LEARNING
PCA on
t-SNE
Dimension
Gutoencode@ Gerceptrons (M LPD @nsu pervised reduction
| ( ENSEMBLE ) (generalization)
METHODS S
seq2seq Apriori ot LSA SVD
Convolutional Neural XGBoost /\ Gattem searCD
Networks (CNN) AdaBoost . .
| LightGBM BOOSt'ng Bagg|ng FP-Growth Mean-Shift K-Means
DCNN CatBoost (Stacking) Random Fuzzy C-Means Agglomerative
Forest DBSCAN
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Modulul 1: Concepte Fundamentale Al in Sanatate

Key Takeaways

1. Al este o familie de tehnologii, nu un singur instrument — ML, Deep Learning
si Generative Al sunt abordari distincte.

2. Alinvata din date — calitatea, diversitatea si etichetarea datelor determina
direct calitatea modelului.

3. Datele medicale sunt complexe, reglementate si cu mize ridicate — aplicatiile
Al trebuie sa tina cont de aceasta.

4. Metricile de performanta necesita context — acuratetea singura nu este
suficienta; sensibilitatea si specificitatea conteaza.

5. Profesionistul medical ramane esential — Al completeaza judecata, nu o
inlocuieste.

6. Instrumente Al reale exista deja in sanatatea din Romania — voi veti fi
inginerii care le evalueaza si le construiesc.
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Module 2: Aplicatii Al in practica clinica si administrativa

DATA INPUT

DATA INPUT

Machine Learning

FEATURE EXTRACTION CLASSIFICATION
(DONE BY HUMAN) (DONE BY MODEL)

| |

Deep Learning

&85 8B 9
L R Sl Gl e
- - -9

FEATURE EXTRACTION + CLASSIFICATION
(DONE BY MODEL)

QUTPUT

QUTPUT

Al TOOLS TIER LIST FOR 2026
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Surse si Referinte

e Studiul MASAI — The Lancet, 2025 — randomized controlled trial, Al in screening mamografic

e Modelul CHIEF (Harvard Medical School) — 94% acuratete detectie cancer, 15 tipuri, 11.000+ cazuri — Cancer journal,
2025

* Piata globala Al in sanatate — valoare 26,6 mld USD (2024), proiectie 187 mid USD (2030) — CAGR ~38,5% (crescendo.ai /
StartUs Insights, 2025)

e Moratorium pe Al in sanatate Romania — studiu Goron & Chereches, Biomedical Engineering / Biomedizinische Technik,
2025

e EU Al Act (2024/1689) — cadru european pentru Al in dispozitive medicale

» Medical Device Regulation (MDR) 2017/745 — Comisia Europeana

* World Economic Forum, 7 ways Al is transforming healthcare, 2025

e FDA Al/ML Medical Devices — ~950 dispozitive aprobate la mid-2024, ~100 aprobari noi/an

 Epic Sepsis Model — implementare clinica SUA; XVision/Rayscape — Regina Maria Romania

e Moral Machine — Awad E. et al., Nature, 2018 (experiment MIT Media Lab 2014)
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